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融合多维特征的受贿风险预测模型及分析

朱金媛，刘丹

（中国刑事警察学院公安信息技术与情报学院，辽宁  沈阳  110035）

摘要: 针对当前受贿案件多发和犯罪手段较为隐蔽，以及案发风险和受贿诱因难以量化分析的问题。提出基于中

国裁判文书网公示的已判决生效文书提取特征变量，首次将随机森林算法融合夏普利加性解释（SHapley Additive 
exPlanations，SHAP）应用于受贿案件的预测与分析研究领域。在宏观层面，模型能够输出受贿风险的预测概率，

其中，基于递归特征消除（Recursive Feature Elimination，RFE）进行特征选择的模型在 Accuracy、Macro F1和 Macro 
AUC 指标上的结果分别为：0.8929、0.8792 和 0.9662；在微观层面，利用 SHAP 定量探讨具体因素对风险分类的贡

献程度。将为各级纪委监委精准识别受贿风险、高效开展监督执纪和科学制定反腐策略提供强有力的技术支撑与

科学依据。
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Explainable bribery risk prediction model based on multidimensional 
feature integration
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（School of Public Security Information Technology and Intelligence， Criminal Investigation Police University of China， Shenyang 

110035， China）
Abstract： Regarding the current issues of frequent bribery cases with relatively concealed means, as well as the 
difficulties in quantitative analysis of case occurrence risks and bribery inducements. To effectively advance anti-
corruption initiatives and achieve early warning of bribery cases, this study constructs predictive features based 
on legally effective judgment documents disclosed on China Judgments Online. For the first time in this research 
domain, we integrate the random forest algorithm with SHAP for bribery case prediction and analysis. At the 
macro level, the model generates probabilistic risk predictions, with the RFE-optimized version achieving 
performance metrics of 0.8929 (Accuracy), 0.8792 (Macro F1), and 0.9662 (Macro AUC). At the micro level, 
SHAP analysis quantitatively delineates feature-specific contributions to risk classification. This dual-level 
analytical framework will provide disciplinary inspection and supervision commissions with robust technical 
support and scientific evidence for precisely identifying bribery risks, enhancing supervisory efficiency, and 
formulating data-driven anti-corruption strategies.
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引言

腐败如同毒瘤，侵蚀着国家肌体，损害着社会

公平正义，阻碍着经济发展。根据十四届全国人大

二次会议上的最高人民法院工作报告，2023 年审结

贪污贿赂等职务犯罪案件 2.4 万件 2.7 万人，同比增

长 19.9%。这一数据不仅揭示了腐败问题的严重

性，也反映出我国反腐败斗争的持续高压态势。在

这些职务犯罪案件中，受贿案件是腐败的典型表现

形式之一，涉案人员的身份使得此类案件的社会危

害性尤为突出。

犯罪预测是预防和打击犯罪的重要手段，随着

大数据和人工智能技术的发展，预测模型在公安工

作中的应用日益广泛。围绕盗窃犯罪预测研究，颜

靖华等［1］基于长短期记忆网络（Long Short-Term 
Memory，LSTM）开展日盗窃犯罪数量时间序列预

测；张齐等［2］基于词频 -逆文档频率（Term Frequen⁃
cy-Inverse Document Frequency，TF-IDF）特征提取

与极端梯度提升（eXtreme Gradient Boosting，XG⁃
Boost）算法，实现了盗窃犯罪类型的多标签识别；王

娟等［3］采用 CNN - LSTM - Attention 模型，结合时

空与环境特征，对五个城市的盗窃犯罪案发数量进

行预测，显著提升了预测精度，验证了模型有效性

及多特征融合优势。针对人员特征的研究，张强［4］

与李荣岗［5］聚焦支持向量机（Support Vector Ma⁃
chine，SVM）的应用优化，前者通过 SVM 构建治安

高危人员预警模型，结合静态与动态数据实现风险

评估，后者引入粒子群优化（Particle Swarm Optimi⁃
zation，PSO）算法优化参数，结果显示模型预测的特

征与真实特征的平均相似度达到了 78.8%；王佳［6］

提出了基于贝叶斯网络的犯罪人特征刻画模型和

基于模糊多准则决策方法的目标关联模型，分别应

用于确定犯罪人特征和嫌疑人的排查分析。

SHAP 框架是一种可解释性工具，能够揭开黑

箱模型的决策逻辑，已经在多个领域应用。在金融

风控领域，祝起祾等［7］利用 SHAP 分析居民投资风

险偏好的影响因素，为金融产品的风险匹配和投资

者适当性管理提供了科学依据。在医疗诊断领

域［8-10］，机器学习融合 SHAP 分析，使得各个特征对

模型所预测目标的影响程度和交互作用关系可视

化，提升了模型在医疗决策中的可信度。在生态环

境领域，刘瑞雪等［11］结合 SHAP 分析确定消落带植

物群落物种丰富度、物种多样性和谱系多样性的关

键环境因素；王书苏等［12］通过 SHAP 量化 PM10、排

放源、温度等特征因子对兰州市主城区 PM2.5浓度的

影响程度。

在腐败治理领域，研究人员［13-15］提出了技术赋

能腐败治理的机理、路径和挑战等，但是大多停留

在理论层面的机理阐释与技术功能的宏观设想，目

前缺乏具体算法模型的构建。本文基于中国裁判

文书网公示的已判决生效的文书，创新性地提取受

贿人特征、受贿行为特征及行贿人特征等多维数

据。基于这些特征，采用随机森林算法构建了受贿

风险预测模型，并对比三种特征选择方法，以优化

模型性能和提升预测准确度。在宏观层次上，通过

对各类变量的系统挖掘，模型的输出变量为受贿风

险预测概率量化值。在微观层次上，进一步利用模

型的特征重要性排名及 SHAP 可解释性分析，定量

探讨了具体因素对风险分类的贡献程度，从而揭示

关键变量的作用机制。

1 算法原理  
1. 1　随机森林算法　

随机森林算法是由 Leo Breiman［16］等人于 2001
年提出的一种集成学习算法，其分类过程的原理如

图 1 所示。算法的核心思想是通过构建多棵决策树

形成“森林”，并采用集成学习机制进行协同预测：

对于分类任务采用投票法，回归任务则采用平均

法。具体而言，算法实现包含双重随机化过程：首

先，通过 Bootstrap 抽样对原始训练集进行有放回采

样，生成多个差异化子训练集；其次，在每棵决策树

的节点分裂时，从全部特征中随机选取特征子集，

基于基尼系数或信息增益准则选择最优分裂方式。

这种双重随机机制有效保证了基学习器间的多

样性。

相较于单一决策树，随机森林算法展现出以下

的显著优势：（1）预测准确性方面，通过集成多棵低

相关性的决策树预测结果，显著降低模型方差，提

升泛化性能；（2）特征处理能力方面，可自适应处理

高维数据，无需特征缩放等预处理，对连续变量与

离散变量具有天然兼容性；（3）鲁棒性方面，Bagging
策略与随机子空间方法共同作用，有效抑制过拟合

现象，同时对缺失值和异常值保持较强容错能力。

基于这些优势，随机森林算法在医学、经济学、计算

机视觉、工业制造和自然语言处理等众多领域广泛

应用 ，为各领域数据分析与决策提供有力技术

支撑［17-18］。

本文中的模型使用的受贿案件数据涵盖受贿

人、受贿行为和行贿人特征，数据维度高且类型不

同。随机森林算法不仅能够有效处理高维和多类
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型数据，还能够通过随机抽样和随机子特征选择降

低过拟合风险，提升模型的泛化能力。此外，该算

法的集成机制使得每棵决策树均能够捕捉不同的

局部特征模式，通过对大量决策树结果进行投票，

生成稳定而准确的预测。同时，随机森林算法能够

输出特征重要性排序，为后续利用 SHAP 进行模型

解释性分析提供基础，从而揭示影响受贿风险分类

的关键因素。

1. 2　SHAP分析　

SHAP 是一种基于博弈论中 Shapley 值理论［19］

的解释性方法，能够为机器学习模型提供一致性和

局部准确性的解释［20］。其核心思想是将模型预测

结果视为合作博弈中玩家共同带来的收益，并通过

计算每个玩家（即特征）对最终预测结果的边际贡

献，量化每个特征的重要性。

Shapley 值的计算公式为：

∅ i = ∑
S × ( )F{ }i

|| S !( )|| F - || S - 1 !
|| F !

× [ fS ∪{ }i (xS ∪{ }i )-

fs(xs) ]# ( 1 )

式中：∅ i为特征 i的 Shapley 值；|F|为特征总数；F｛i｝
为除特征 i外所有可能的特征组合的集合；S 为 F｛i｝
的 特 征 集 合 ；fS（xS）为 S 中 特 征 的 模 型 预 测 ；

fS ∪{ i } ( xS ∪{ i } )为 S 中特征加特征 i的模型预测。

SHAP 分为多种类型，包括适用于树模型的

Tree SHAP，与模型无关的 Kernel SHAP 以及用于

深度学习的 Deep SHAP 等。本文引入 SHAP 具有

重要意义，一方面，它可以从全局层面识别影响受

贿风险分类的关键特征；另一方面，可利用瀑布图

在局部层面剖析各个特征如何共同驱动模型输出。

通过 SHAP 分析的可视化结果，相关职能部门可明

确识别高风险人群与行为特征，从而有针对性地开

展风险预警和资源配置 ，实现精准打击与系统

治理。

2 模型构建  
本文基于已判决生效的受贿案件，运用随机森

林建模方法，从受贿人、受贿行为及行贿人特征中

挖掘隐藏的且有价值的信息，模型构建的流程如图

2 所示。本节将依次介绍构建数据集、变量定义、样

本分析、数据预处理及特征选择过程。

2. 1　数据集　

本文共自行收集了 140 例案件，均来源于中国

裁判文书网公示的 2023-2024 年度受贿罪生效判决

书。判决书包含了受贿人信息、行贿人信息、犯罪

事实经过、证据列举与法律适用等，完全满足本研

究的实证分析需求。基于算法设计对变量控制的

要求，所选择的案件均为单独受贿案件［21］。

2. 2　变量　

案件的变量旨在刻画案件全貌，也为构建风险

预测模型和风险因素分析奠定坚实的数据基础。

变量的选取遵循科学、客观和实用的标准：首先，所

选变量必须为直观且不易被误解的指标，确保信息

来源的客观性；其次，变量应真实反映行为特征，如

受贿次数以及受贿款物等，从而有效描述受贿行为

图 1　随机森林分类算法流程图

Fig.1　Flow chart of the random forest classification algorithm
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的实际情况；最后，变量需能够揭示受贿人与行贿

人之间的互动关系，为后续模型的解释和决策提供

全面依据。基于对 50 起已判决生效的受贿案件中

的相关内容进行深入挖掘，共提取出 17 个受贿人变

量，47 个受贿行为变量以及 52 个行贿人变量。

对受贿人特征的系统研究有助于定位腐败高

发人群，本研究共收集 17 个受贿人特征，包括性别、

年龄、教育情况、政治面貌、工作履历、退休状况、所

在单位类型、职务级别等。

对受贿行为特征的多维度解析可为精准打击、

资金追踪、制度漏洞修复提供依据，助力构建全链

条反腐体系［22-23］。本研究共收集 47 个有关受贿行

为的特征，包括受贿数额、受贿次数、受贿款物的类

别及去向、受贿时间地点等。

对行贿人特征的系统研究有助于识别行贿主

要群体及剖析其行为模式。本研究共收集 52 个行

贿人相关特征，包括行贿人数、单个行贿人行贿次

数、与受贿人结识方式、行贿人职业、行贿人所涉及

企业的性质和行贿时经营年限、行贿名义、行贿人

涉及行业等。

2. 3　样本分析　

样本分析旨在探究数据特性、研判数据质量，

审视样本及其特征呈现出的概率分布信息，进而为

构建预测模型提供有效指引。

在本研究的 140 例样本中，受贿人特征方面，从

性别来看，男性受贿人占比 93.6%，女性受贿人占比

6.4%；从案发时年龄来看，40 周岁以下占比 11.4%，

40 周岁及以上至 50 周岁占比 32.9%，50 周岁及以上

至 60 周岁占比 45.7%，60 周岁以上占比 10.0%；从

受教育情况来看，专科及以下占比 28.6%，本科占比

61.4%，研究生及以上占比 10.0%。

受贿行为特征方面，从收受款物来看，93.6% 的

案件中存在现金收受行为，41.4% 的案件中存在银

行转账行为，8.5% 的案件中存在房产收受行为，

6.4% 的案件中存在车辆收受行为；从收受方式来

看，22.1% 的受贿人通过其亲属收受，20.7% 的受贿

人以他人银行账户收受；从受贿地点来看，50.7% 的

案件中地点有办公场所，38.5% 的案件中地点有私

人住宅，27.1% 的案件中地点有车内。

行贿人特征方面，从性别来看，20.0% 案件中存

在女性行贿人；从行贿人职业来看，6.4% 的案件中

存在政府人员，35.0% 的案件中存在工程承包商，

83.5% 的案件中存在私营企业主；从行贿名义来看，

41.1% 的案件存在行贿人出于节日缘由拜访受贿

人，36.0% 案件中存在行贿人以借款名义行贿，

7.8% 的案件存在行为人以分红、利润名义行贿。

2. 4　数据预处理　

在依据《最高人民法院、最高人民检察院关于

办理贪污贿赂刑事案件适用法律若干问题的解释》

确立的数额分层基础上，结合实证样本统计分析以

及强化高风险预警灵敏度的需求，将受贿行为特征

中的受贿数额划分成 20 万元以下、20 万元（含）至

150 万元（不含）、150 万元及以上三个区间，依次代

表低、中、高三个风险等级并分别编码为 0、1、2，作
为目标变量。

除去“受贿数额”这一目标变量后，其余的 115

图 2　受贿风险预测模型流程图

Fig.2　Flow chart of the bribery risk prediction model

4



朱金媛，等：融合多维特征的受贿风险预测模型及分析

个特征则作为输入变量。输入变量中，按照数据类

型划分，有 11 个数值类变量，6 个多分类变量，98 个

二分类变量，部分特征变量的名称及类型如表 1 所

示。不同类型的变量进行了差异化处理：针对数值

型变量，使用中位数填充缺失值并进行标准化；针

对二分类变量，进行二值化处理，1 代表该特征在样

本中出现，0 代表未出现；针对多分类特征，使用众

数填充缺失值并进行独热编码。

2. 5　特征选择　

机器学习领域中特征选择主要有过滤器（fil⁃
ter）［24］、封装法（wrapper）［25］和嵌入法（embedded）［26］

三种模式，模型的性能表现很大程度上依赖于特

征，恰当的特征选择不仅能够减少冗余信息和噪

声，还能提高模型的泛化能力和训练效率。本研究

共 140 个样本，每个样本包含 116 个特征，样本较少

而变量种类多、特征维度相对高，易产生冗余信息

和噪声，导致模型训练过程中出现过拟合现象，因

此，筛选出对预测最有贡献的特征尤为重要，同时

也便于后续在案件微观层次上的分析。

在特征选择阶段，选取了三种不同的特征选择

方法：SelectFromModel 方法、递归特征消除（RFE）
方法［27］以及互信息选择器（MutualInfoSelector）［28］，

分别属于嵌入法、封装法和过滤器三种模式。首

先，SelectFromModel 方法基于内置模型计算各个

特征的重要性评分，再依据预设阈值自动筛选出贡

献较大的变量。此方法操作简单、计算高效，能够

迅速剔除冗余特征，适合作为初步特征筛选手段；

其次，递归特征消除法通过不断构建模型并迭代删

除对预测贡献较小的特征，利用交叉验证寻找最优

特征组合。该方法不仅能充分考虑特征之间的交

互效应，还能逐步精炼出一组最具代表性的特征，

适合在复杂数据情境下进行深入挖掘，但是，计算

过程相对耗时；最后，互信息选择器依据信息论中

的互信息概念，评估每个特征与目标变量之间的相

关性，既能捕捉线性关系，也能揭示非线性依赖。

该方法在高维数据中表现出色，能够发现传统方法

容易忽略的统计依赖关系。

3 算法测试与评估  
3. 1　算法测试　

本研究基于 VS Code 开发环境、Python 3.11 版

本编写程序，调用 scikit-learn、imbalanced-learn 及其

它常用数据处理库开展实验。首先，对“受贿数额”

这一目标变量进行分箱离散化处理，划分为前述的

低、中、高三个类别。采用分层抽样策略［29］将数据

按 8：2 划分为训练集与测试集，确保类别分布一致

性。在特征预处理阶段，对不同类型变量分别进行

处理，应用 SMOTE 过采样技术均衡样本。为提高

模型性能，选择三种特征选择方法（SelectFrom ⁃
Model、RFE 和 MutualInfoSelector）进行特征选择，

表 1　部分特征变量名称及类型

Table 1　Names and types of some feature variables

编号

1
2
3
4
5
6
7
8
9

⋮
18
19
20
21
22
23
24
25
26
27
28
29
30
31
32
33
34
35
⋮
65
66
67
68
69
70
71
72
73
74
75
⋮

变量名称

受贿人_性别

受贿人_案发时年龄分类

受贿人_教育情况

受贿人_政治面貌为党员

受贿人_案发时已退休

受贿人_所在单位类型

受贿人_同一岗位任职最长年限

受贿人_曾在出生地任职

受贿人_开始受贿时职务级别

⋮
受贿行为_首次受贿数目（万元）

受贿行为_受贿数额（万元）

受贿行为_受贿次数

受贿行为_单次收受大于 10 万

受贿行为_受贿款物：现金收受

受贿行为_受贿款物：银行转账

受贿行为_受贿款物：房产收受

受贿行为_受贿款物：车辆收受

受贿行为_以他人银行账户收受

受贿行为_受贿地点：私人住宅

受贿行为_受贿地点：酒店/宾馆

受贿行为_受贿地点：车内

受贿行为_受贿时间：有在节日

受贿行为_款物去向：用于购置房产

受贿行为_款物去向：用于购车

受贿行为_受贿过程有中间人参与

受贿行为_存在主动索贿

受贿行为_中途存在向行贿人退还行为

⋮
行贿人_行贿人数

行贿人_有行贿人单次行贿

行贿人_有行贿人多次行贿

行贿人_与受贿人结识方式：工作关系

行贿人_职业：私营企业主

行贿人_当面贿赂

行贿人_将贿款、物放置于特定地点

行贿人_名义：节日拜访

行贿人_名义：借款

行贿人_行贿时间跨度：5 年内

行贿人_行业：建筑/房地产

⋮

变量类型

二分类

多分类

多分类

二分类

二分类

多分类

数值类

二分类

多分类

⋮
数值类

数值类

数值类

二分类

二分类

二分类

二分类

二分类

二分类

二分类

二分类

二分类

二分类

二分类

二分类

二分类

二分类

二分类

⋮
数值类

二分类

二分类

二分类

二分类

二分类

二分类

二分类

二分类

二分类

二分类

⋮
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并将其嵌入包含预处理和随机森林分类器的管道

中。采用 5 折分层交叉验证，将训练集划分为 5 个

子集，每次用 4 个子集训练，1 个子集验证，每折计算

宏平均 F1分数（Macro F1），最终分数为 5 折平均值，

以 Macro F1 分数为优化目标，对随机森林的树数

量、最大深度、叶节点最小样本数等超参数进行 30
组随机搜索调优，保存最优模型。

3. 2　模型性能评估　

模型在随机搜索阶段采用 5 折交叉验证，用

Macro F1分数评估各超参数组合的表现。在此过程

中 ，对 于 每 种 特 征 选 择 方 法（SelectFromModel、
RFE、MutualInfo），均计算其交叉验证的 Macro F1

分数，从而比较不同特征选择方案的效果，选择交

叉验证得分最高的方法作为最佳方案。选定最佳

特征选择方法后，利用最终模型在测试集上进行预

测，并使用准确率  （Accuracy）、精确率  （Precision）、

召回率  （Recall）、F1分数  （F1-Score）、宏平均 F1分数  
（Macro F1）、宏平均 AUC （Macro AUC）等指标进

行度量，从而确保模型在平衡性和泛化能力上的整

体优异效果。表 2 为三种特征选择方法下模型的相

关指标结果。

本研究中存在类别不平衡问题，高、低风险类

样本占比较少，而中风险类样本占比大于 50%，

Macro F1 分数同时考虑精确率和召回率，避免模型

仅对中风险类有较高预测准确率而牺牲对高、低风

险类的预测质量，提升模型整体泛化性能，因此在

超参数调优过程中以其为优化目标。

对于三分类问题，Macro F1 分数的计算过程［30］

如下：

（1）对每个类别（i）分别计算其 F1分数：

F1 class i = 2 × Precision i × Recall i
Precision i + Recall i

# (2)

Precision i =
TP i

TP i + FP i

# (3)

Recall i =
TP i

TP i + FNi

# (4)

（2）计算 Macro F1分数：

Macro F1 = F1 class0 + F1 class1 + F1 class2

3 # (5)
式中：F1 class i 为类别 i的 F1 分数；Precisioni为类别 i的

精确率；Recalli为类别 i的召回率；TPi（True Posi⁃
tive）为正确预测为第 i类的样本数量；FPi（False 
Positive）为 错 误 预 测 为 第 i 类 的 样 本 数 量 ；FNi

（False Negative）为 错 误 预 测 为 其 它 类 别 的 样 本

数量。

对比表 2 的实验结果可以看出，三种特征选择

方法下的模型性能表现较为接近。RFE 方法在交

叉验证分数上比另外两种方法高 0.4%-2.3%；在选

择特征数量上，RFE 方法与 MutualInfo 方法均为 15
个，便于特征重要性的分析；在 Accuracy、Macro F1 

和 Macro AUC 指标上，RFE 方法的表现均强于 Se⁃
lectFromModel方法和 MutualInfo 方法。

综上所述，本文选择 RFE 方法下的随机森林模

型进行后续研究，表 3 为该模型最终选择的参数。

表 4 为模型性能指标结果，各个风险等级的预测结

果均较为稳定，特别是高风险样本能得到有效识

别。图 3 为概率分布图，直观地显示了模型对每个

测试集样本在低、中、高风险分类下的预测概率，反

应了样本在风险等级间的区分程度。75% 的样本

有一个突出的概率柱（某类别概率>0.6），表明模型

区分风险等级的置信度较高，而柱高接近的则有助

于识别预测结果接近边界的样本。如图 4 所示，基

于 RFE 方法作用下随机森林内置特征重要性评估，

前三个特征变量为“行贿人_几人单次行贿”、“行贿

人_几人多次行贿”和“受贿人_同一岗位任职最短

年限”，表明行贿人的规模和受贿人的职务履历在

预测受贿风险时起关键作用。

3. 3　基于 SHAP的解释性分析　

本节基于 SHAP 可解释性技术，系统解析了受

贿风险预测模型中各个特征变量的作用机制。主

要包括基于训练集样本的 SHAP 特征重要性排序

图和蜂群图，用于分析特征变量对风险预测的贡献

强度和正负方向。同时，针对测试集中具体样本绘

制 SHAP 瀑布图，将预测风险类别的过程可视化。

图 5、6 和 图 7 分 别 为 低 、中 、高 风 险 类 别 的

SHAP 特 征 重 要 性 排 序 图 ，通 过 计 算 平 均 绝 对

SHAP 值，按照其大小对特征进行排序，反映各个特

征对预测结果的贡献强度，不考虑正负方向的影

响。由图可知，不同风险类别下，各个特征对模型

的贡献强度有所不同；此外，中风险类别的平均绝

对 SHAP 值低于其它两类，表明其决策时依赖更分

散的特征组合，而非少数主导因素。具体而言，低

表 2　三种特征选择方法作用下模型性能比较

Table 2　Comparison of model performance under three 
feature selection methods

特征选择方法

SelectFromModel
RFE

MutualInfo

交叉验

证分数

0.7544
0.7718
0.7687

选择特

征数量

33
15
15

Accuracy

0.8571
0.8929
0.7857

Macro 
F1

0.8658
0.8792
0.8002

Macro 
AUC

0.9531
0.9662
0.9281
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风险案件中，“受贿人_同一岗位任职最短年限”贡

献强度最大，其次是“受贿人_首次受贿时年龄”，说

明受贿人的岗位任职稳定性以及首次受贿年龄等

因素对低风险案件影响显著；中风险案件中，“受贿

人_首次受贿时年龄”与“受贿人_同一岗位任职最

短年限”仍居前列，“受贿人_政治面貌为党员”的重

要性凸显，表明除个人任职特征外，政治身份在中

风险评估中权重增加；高风险案件中，“行贿人_几
人多次行贿”和“行贿人_几人单次行贿”等代表行

贿规模和持续性的特征成为高风险案件的关键驱

动特征。

图 8、9 和图 10 分别为低、中、高风险类别的

SHAP 蜂群图，它们进一步展示了不同风险等级中

各个特征变量影响的方向性（SHAP 值为正表示增

加当前类别预测概率，为负则降低当前类别预测概

率），揭示了风险影响因素的动态差异。低风险类

别的蜂群图中，大多数特征呈现“左红右蓝”的分

布，例如，“受贿人_同一岗位任职最短年限”和“受

贿人 _首次受贿时年龄”等特征处于低值区间（蓝

色）时，会提高低风险预测概率；中风险类别的蜂群

图中，总体上呈现红蓝均匀分布，反映了该类别作

为风险过渡状态的特点，模型决策依赖受贿人职业

背景及行贿规模等多因素的组合；高风险类别的蜂

群图中，普遍特征呈现“左蓝右红”的分布，“行贿人

_几人多次行贿”和“行贿人_几人单次行贿”等这些

与行贿人次和频次相关的特征处于高值区间时，会

显著提升高风险预测概率。

图 11、12 和图 13 为 SHAP 瀑布图，分别展示测

试集中具体样本（图中为第 17 号样本）的各个特征

对预测低、中、高风险概率的贡献路径，从基础值

（全体样本平均预测概率）开始，通过叠加各个特征

表 3　参数及数值

Table 3　 Parameters and values

参数名称

feature_selection__step
feature_selection__n_features_to_select

classifier__n_estimators
classifier__min_samples_split
classifier__min_samples_leaf

classifier__max_features
classifier__max_depth

参数含义

每次迭代淘汰的特征数量

最终保留的特征数量

决策树的数量

节点分裂所需最小样本数

叶子节点最小样本数

寻找最佳分割时的特征子集大小

树的最大深度

参数值

2
15

100
5
3

'log2'
6

图 3　测试集样本三分类预测概率分布

Fig.3　Probability distribution of three-class prediction for samples in the test set

表 4　RFE 特征选择方法作用下模型性能

Table 4　The performance of the model under the RFE

指标

类别

0
1
2

Precision

0.80
0.93
0.89

Recall

0.80
0.87
1.00

F1-Score

0.80
0.90
0.94

Support

5
15
8

7
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SHAP 值形成该样本的预测概率值。

综上所述，受贿风险驱动因素呈现差异性：随

着风险的增加，关键驱动因素从受贿人职业背景逐

步转向行贿人规模与受贿行为的持续性。据此，提

出以下反腐败建议：第一，重点监测年轻公职人员

的行为轨迹，建立动态预警机制，合理优化岗位任

职周期，降低因长期固定岗位可能产生的风险累

积；第二，强化对公职人员的常态化监督与分层分

类廉政教育，尤其针对党员干部群体；第三，构建公

职人员社会关系与资金流动监测网络，对异常的多

人高频次交往、非必要资金聚集等潜在风险信号进

行筛查，及时捕捉利益输送的苗头，实现腐败风险

的精准干预。

4 结论  
本文构建了基于三种特征选择方法（Select⁃

FromModel、递归特征消除 RFE 和互信息选择器

MutualInfoSelector）的受贿风险预测模型，并对比了

各种方法作用下模型表现的性能。实验结果表明，

RFE 方法取得的效果最佳，其在测试集上的 Accu⁃
racy、Macro F1 和  Macro AUC 分 别 达 到  0.8929、
0.8792 和  0.9662。因此，用该模型进行后续深入研

究，通过 SHAP 可解释性分析，揭示了受贿风险演

化的内在逻辑。其现实意义在于，通过识别不同风

险等级的核心影响因素，对潜在腐败行为进行前瞻

性识别与干预，为纪检监察部门提供科学的决策依

据，实现从“被动查处”向“主动预防”的战略转型，

图 4　RFE方法作用下模型内置特征重要性排序

Fig.4　The ranking of built-in feature importance of the model under the RFE

图 5　低风险类别 SHAP特征重要性排序图

Fig.5　Ranking chart of SHAP feature importance for the low-risk category

8
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减少国家和社会的公信力流失与财产损失。

尽管本文为受贿案件定量分析提供了新的视

角，但仍存在一定局限性。第一，收集样本数量相

对有限，可能影响模型泛化能力；第二，受贿行为并

非孤立发生，而是嵌入于复杂的宏观经济中，本研

究尚未充分纳入经济环境数据，如经济产业结构、

财政与公共投资情况等；第三，数字智能时代背景

下，滋生的新型腐败呈现主体复杂化、形式隐蔽化

和危害广泛化的特点［31］。为进一步完善模型与应

用效果，未来研究可沿以下方向推进：一是扩大样

本规模并优化数据结构，增强模型的普适性和鲁棒

性；二是融合金融交易记录、社交网络关系等信息，

借助自然语言处理、图神经网络和时序异常检测等

技术与方法构建更复杂的模型，实现对受贿行为的

实时动态监测和预警。
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